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Resumo
Atualmente, constata-se um aumento do número de pessoas diagnosticadas 
com algum tipo de deficiência física. Estas pessoas passam a ter algum tipo de 
mobilidade reduzida. Porém, as pessoas diagnosticadas com quadros clínicos desse 
tipo — como esclerose lateral amiotrófica, lesão na medula espinhal ou acidente 
vascular cerebral, por exemplo, — têm as vias neuromusculares comprometidas. 
Por esse motivo, elas têm dificuldade em coordenar movimentos e esforços, 
afetando, assim, a locomoção. Uma das alternativas para contornar esse problema 
é o desenvolvimento de tecnologias que substituam parte das funções perdidas 
das pessoas com deficiências motoras graves. As interfaces cérebro-computador 
surgem como solução prática e factível para ajudar indivíduos com compro-
metimentos motores e neurológicos graves em suas atividades normais da vida 
diária. Entretanto, grande parte dessas interfaces é construída de forma isolada, 
possuindo estruturas próprias, impactando negativamente na capacidade de reuso, 
integração e extensão dessas interfaces. O objetivo deste ensaio, então, foi desen-
volver um modelo computacional baseado em interface cérebro-computador que 
permita o estudo e o desenvolvimento de novas tecnologias a partir dos sinais de 
eletroencefalograma para ajudar os indivíduos com mobilidade reduzida. Dessa 
forma, poderá, por exemplo, ser construída uma cadeira de rodas inteligente para 
as atividades necessárias das suas vidas diárias. Empiricamente, foram feitos testes 
com bons resultados. Assim, uma amostra de sinais de eletroencefalograma de 
106 indivíduos foi utilizada para a validação empírica do modelo computacional 
e a comprovação da hipótese inicial. Os resultados positivos alcançados nessa 
investigação evidenciaram que a arquitetura proposta é viável e passível de ser 
reutilizada para o desenvolvimento de interfaces cérebro-computador.

Palavras-Chave: Interface cérebro-computador. Cadeira de rodas inteligente.  
		     Eletroencefalograma.
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1  INTRODUÇÃO

O ser humano tem necessidade de interagir com 
o ambiente ao seu redor. Entretanto, pessoas 
com mobilidade reduzida acabam modificando 
sua rotina, passando a se ocupar com atividades 
pouco ativas, além de reduzirem seu desem-
penho físico, suas habilidades motoras e sua 
capacidade de coordenação. Esses efeitos não 
favorecem a manutenção de um estilo de vida 
saudável, levando essas pessoas ao isolamento 
social e à solidão. O aumento das atividades 
sociais voltadas para indivíduos com mobilidade 
reduzida, cada vez mais, revela a insuficiência 
funcional dos equipamentos atuais direcionados 
para este grupo de pessoas. Segundo Petry 
(2013), equipamentos tradicionais para auxílio 
de mobilidade, como cadeiras de rodas, muletas, 
bengalas e membros artificiais, têm capaci-
dade de auxílio limitado e, em muitos casos, 
não são capazes de prover o auxílio necessário 
para indivíduos que possuam combinações de 
deficiências físicas, cognitivas e de percepção.

Quando uma pessoa deseja realizar um de-
terminado movimento, é através das vias neu-
romusculares que o cérebro envia sinais aos 
músculos do corpo para realizar o movimento. 
Contudo, em alguns casos, essa comunicação é 
interrompida devido a danos provocados por 
doenças que danificam as vias através das quais 
o cérebro controla o corpo. Dentre elas, estão a 
Esclerose Lateral Amiotrófica (ELA), Acidente 
Vascular Cerebral (AVC), lesão do cérebro ou 
da medula espinhal, paralisia cerebral, distrofia 
muscular e esclerose múltipla (WOLPAW et 
al., 2002). 

De acordo com a Organização Mundial da 
Saúde (OMS), existem, no mundo, um bilhão de 
pessoas com deficiência, representando cerca de 
15% da população mundial, ou uma em cada sete 

pessoas. Deste número, cerca de 190 milhões 
de adultos sofrem dificuldades significativas de 
mobilidade. Estima-se que cerca de 93 milhões 
de crianças menores de 15 anos de idade vivem 
com alguma deficiência moderada ou grave. 
Ainda, segundo a OMS, o número de pessoas 
que sofrem de deficiência continuará a aumen-
tar à medida que as populações envelhecem e 
com o aumento global das doenças crônicas. A 
Assembleia Geral das Nações Unidas (ONU) 
destacou que cerca de 80% das pessoas com 
deficiência vivem em países em desenvolvimen-
to e reiterou a necessidade de assegurar que as 
pessoas com deficiência estejam incluídas em 
todos os aspectos do desenvolvimento (WHO, 
2015).

No Brasil, a população atingida por algum tipo 
de deficiência é significativa. De acordo com o 
Instituto Brasileiro de Geografia e Estatística 
(IBGE), 6,2% da população brasileira tem 
algum tipo de deficiência. O estudo mostra 
que 1,3% da população tem algum tipo de 
deficiência física e quase a metade deste total, 
46,8%, tem grau intenso ou muito intenso de 
limitações e que somente 18,4% desse gru-
po frequenta serviço de reabilitação (IBGE, 
2014). A região Nordeste teve a maior taxa de 
prevalência de pessoas com pelo menos um 
tipo de deficiência (mental, auditiva, visual e 
motora): 26,3%.

Embora as dificuldades de mobilidade das 
pessoas com comprometimentos motores e 
neurológicos possam ser diminuídas com o uso 
de cadeiras de rodas inteligentes, em alguns 
casos, a sua utilização de forma independente 
ainda é um desafio. Nos últimos anos, houve um 
grande avanço no desenvolvimento tecnológico 
das interfaces cérebro-computador, sendo estas 
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cada vez mais sofisticadas. Uma das áreas em que 
essas tecnologias tiveram grande aplicabilidade 
é a ampliação da mobilidade para pessoas com 
graves deficiências motoras. Segundo Faria et 
al. (2013), especificamente para pessoas que 
têm deficiência grave no seu sistema motor, 
aplicações baseadas em eletroencefalograma 
são mais indicadas.

Nesse sentido, o desenvolvimento de pesquisas 
que contribuam para ampliação da mobili-
dade dessas pessoas torna-se essencial para a 
sua ressocialização. O impacto social do uso 
de um sistema para auxílio à mobilidade de 
pessoas com comprometimentos motores e 

neurológicos severos seria significativo, devido 
ao alto número de portadores de deficiência 
motora existente. Esse fato justifica o interesse 
cada vez maior no desenvolvimento de tecno-
logias para auxílio à mobilidade.

O objetivo geral do artigo é desenvolver um 
modelo computacional baseado em interface 
cérebro-computador que permita o estudo 
e o desenvolvimento de novas tecnologias a 
partir dos sinais de eletroencefalograma para 
ajudar indivíduos com mobilidade reduzida a 
conduzir uma cadeira de rodas inteligente em 
suas atividades de vida diária.

2 DESENVOLVIMENTO

Através das técnicas de processamento de si-
nais e reconhecimento de padrões, é possível 
extrair informações importantes dos sinais emi-
tidos por um processo de eletroencefalografia. 
Entretanto, a interpretação das diversas faixas 
de frequências dos sinais cerebrais de uma forma 
mais precisa ainda representa grandes desafios. 
Segundo Tehovnik, Woods e Slocum (2013), 
são necessários mais estudos sobre o assunto, 
a fim de compreender como o cérebro, por 
meio dos seus sinais, se comporta para que a 
transferência das informações a um dispositivo 
externo se torne mais confiável.

2.1 Limites e possibilidades 
nas investigações 
sobre interface 
cérebro-computador
Esta seção apresenta trabalhos de investigação 
que tratam de interfaces cérebro-computador 

para auxílio de pessoas com graves comprome-
timentos motores.

Bhattacharyya, Shimoda e Hayashibe (2016) 
desenvolveram uma interface cérebro-compu-
tador utilizando imaginação do movimento 
para controlar um sistema robótico. Nesse 
trabalho, foi utilizado a imaginação da mão 
direita e esquerda, correspondendo às direções 
x e y, respectivamente. 14 eletrodos localizados 
nas regiões do córtex frontal e motor foram 
utilizados para capturar os sinais EEG, com 
uma taxa de amostragem de 128 Hz e um  
filtro passa-banda de 0,2 - 45Hz. O sistema 
emprega a transformada wavelet, para extração 
de características e um classificador: Support 
Vector Machine (SVM), para o reconheci-
mento de padrão entre os dois estados mentais 
(imaginação da mão direita e da esquerda). Os 
usuários alcançaram os seus objetivos com uma 
precisão média de 75%.
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No trabalho de Eid, Giakoumidis e Saddik 
(2016), o sistema de controle da CRI é baseado 
no rastreamento dos olhos. Os pesquisadores 
preocuparam-se em auxiliar pessoas com defi-
ciências motoras advindas de doenças, como a 
ELA. Os usuários tiveram uma precisão média 
de 70% no controle da CRI.

Edelman, Baxter e He (2016) utilizaram, para 
o desenvolvimento de uma interface cérebro-
-computador, a imaginação de quatro mo-
vimentos relacionados à mão direita: flexão, 
extensão, supinação e pronação. A imaginação 
desses movimentos foram escolhidas para repre-
sentar ações complexas envolvidas no controle 
motor da mão, que poderia ser aplicada para o 
controle de dispositivos. Os dados EEG foram 
adquiridos a partir de 17 eletrodos, localizados 
nas regiões do córtex motor e parietal, com 
uma taxa de amostragem de 100 Hz e um 
filtro passa-banda de 2 - 30 Hz. O sistema 
utiliza a transformada wavelet, para extração de 
características e um classificador Naive Bayes 
para o reconhecimento de padrão, a precisão 
apresentada foi de 82,2%.

Lay e Pizarro (2015) apresentaram uma inter-
face cérebro-computador usando o dispositivo 
Emotiv EEG. Nesse estudo, foi utilizado o 
reconhecimento de expressões faciais para 
controle de um robô móvel. O Emotiv EEG 
é um produto oferecido pela empresa Emotiv 
constituído por 14 eletrodos localizados nas 
regiões do córtex frontal e motor. Ele possui 
um giroscópio de dois eixos, que se comunica 
com o computador através da comunicação 
por bluetooth. O reconhecimento de padrões é 
realizado por um software proprietário, que pode 
ser processado através do Software Development 
Kit (SDK), e está disponível para diferentes 
plataformas de programação. O sistema con-
sidera cinco ações de movimento disponíveis: 
frente, esquerda, direita, ré e parar, cada um 

relacionado a um evento. Quando um even-
to é gerado, o Emotiv detecta um conjunto 
de sinais correspondente à ação determinada, 
por exemplo, abrir e fechar os olhos, mastigar, 
sorrir, pestanejar e franzir a testa. Os resultados 
demonstraram uma precisão média de 81% na 
classificação das expressões faciais.

El-Madani et al. (2015) desenvolveram uma 
interface cérebro-computador baseada na ima-
ginação dos movimentos das mãos esquerda e 
direita, resultando em um sistema com duas 
classes de saída. Experimentos offline foram 
realizados utilizando a imaginação dos mo-
vimentos da mão esquerda/direita, para: (i) 
determinar as frequências ideais que deram 
melhor discriminação entre as classes; (ii) criar 
um filtro para extração de características; e 
(iii) treinar um classificador para medições. 
Nas medições online, os dados são filtrados 
por filtros passa-banda (obtidos a partir da 
análise online); em seguida, as características 
são extraídas utilizando o procedimento de 
extração de características a partir da análise 
online e, finalmente, o vetor de característica 
é classificado usando o classificador treinado. 
Para o processo de extração de característica, foi 
utilizado o algoritmo Common Spatial Patterns 
(CSP) e o classificador Bayes linear classifier 
(BLC). O sistema apresentou precisão média 
de 80%.

O trabalho de Wang et al. (2014) consiste em 
uma interface que utiliza EEG com um sistema 
síncrono por meio do P300 (recebe esse nome 
por ser um potencial que surge 300 ms após o 
estímulo desencadeador). O sistema é constituí-
do por quatro componentes, nomeadamente um 
sistema de aquisição de EEG, um computador 
principal, um módulo de comunicação e uma 
cadeira de rodas robótica. Os sinais de EEG 
são amplificados, amostrados a uma taxa de 
250 Hz e filtrados entre 0,5 e 100 Hz (filtro 
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passa-banda). Nesse sistema, 15 eletrodos, lo-
calizados nas regiões do córtex frontal e motor, 
foram utilizados para captar os sinais EEG 
relacionados a imaginação do movimento (mão 
direita e esquerda), enquanto os potenciais P300 
são detectados a partir do piscar dos olhos, fa-
zendo uso de mais 2 eletrodos. O objetivo deste 
trabalho foi testar a capacidade dos usuários 
em realizar tarefas de movimentação: frente, 
aceleração, desaceleração e deslocamento para 
trás. Os resultados demonstraram uma precisão 
média de 93%.

A interface cérebro-computador, desenvolvida 
por Faria, Reis e Lau (2012), utilizou algoritmos 
de classificação, tais como: Naive Bayes, Rede 
Neural Artificial (RNA) e Máquina de Vetor 
de Suporte para o reconhecimento de padrões 
em sinais EEG baseados em expressões faciais. 
Experimentos foram realizados utilizando 30 
indivíduos que sofrem de paralisia cerebral. 
Os resultados obtidos mostraram que o clas-
sificador baseado em RNA foi mais eficiente 
em relação aos outros métodos, permitindo 
melhorar os resultados em 57%. A aquisição 
dos sinais EEG foi realizada a partir do uso do 
dispositivo Emotiv EEG, em que 14 eletrodos 
localizados nas regiões do córtex frontal e mo-
tor foram empregados. A taxa de amostragem 
utilizada foi de 128Hz. Os dados extraídos 
dos sinais EEG correspondem às seguintes 
expressões faciais: sorriso, piscar os olhos, piscar 
o olho esquerdo, piscar o olho direito e cerrar 
as sobrancelhas.

Observa-se que os trabalhos de investigação, 
de modo geral, possuem características seme-
lhantes, como a adaptação de diferentes tipos de 
interfaces de controle para facilitar a interação 
de pessoas com diferentes tipos de deficiência. 
Entretanto, muitos desses projetos foram desen-
volvidos de maneira isolada, sobre arquiteturas 
e ferramentas próprias. Como consequência, 

dificuldades quanto à integração, evolução, ma-
nutenção, reutilização e testes desses projetos 
são comuns.

Devido à relevância destes fatores, a utilização 
de um modelo computacional na automatização 
de tarefas que permita o desenvolvimento de 
novas interfaces cérebro-computador apresen-
ta-se como uma iniciativa promissora, podendo 
viabilizar a utilização de diferentes ferramentas 
para que pesquisadores possam validar hipóteses 
em um ambiente integrado. Este trabalho de 
investigação procura preencher algumas destas 
lacunas. Neste sentido, foca-se na criação de um 
modelo computacional de forma a auxiliar no 
desenvolvimento de novas tecnologias baseadas 
em interface cérebro-computador, provendo 
vantagens quanto ao reuso, produtividade e 
evolução das aplicações.

2.2 Projeto e 
desenvolvimento da pesquisa

2.2.1 Modelo computacional 

O modelo computacional, ilustrado na Figura 
1, segue o fluxo proposto por Norani, Mansor e 
Khuan (2010), que consiste nas etapas de aqui-
sição e pré-processamento dos sinais, extração 
de características e classificação. Os sinais EEG 
brutos são lidos e armazenados em arquivos 
seguindo o formato European Data Format 
(EDF). Em seguida, calcula-se a Fast Fourier 
Transform (FFT) dos sinais EEG. O sistema 
de controle recebe as informações de amplitude 
e frequência do sinal EEG e os armazena em 
um vetor. Essas informações serão utilizadas na 
fase de treinamento e caracterização do modelo 
para acionamento da CRI. Os componentes do 
modelo computacional, especificados a seguir, 
têm funções específicas.
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Figura 1: Modelo computacional do projeto

Fonte: Dos autores (2019)

2.2.1.1 Módulo de aquisição do sinal

O primeiro módulo a ser considerado foi o 
módulo relativo à aquisição dos dados para 
análise. Os sinais EEG são filtrados por um filtro 
digital passa-faixa, cujas frequências variam 

em uma faixa de 0,5 a 42 Hz e amostrados 
em uma taxa de 160 Hz. O modelo permite a 
parametrização dos valores do filtro (mínimo 
e máximo) e taxa de amostragem, esquema 
ilustrado na Figura 2.

Figura 2: Esquema: aquisição do sinal

Fonte: Dos autores (2019)

Os sinais EEG filtrados são agrupados em 
janelas de 1 segundo, com sobreposição de 50% 
(0.5 segundos). Esses registros são digitalizados 
e entregues ao módulo de processamento do 

sinal. Para a realização do processamento digital 
do sinal, foi utilizada a biblioteca Java Digital 
Signal Processing (DSP) collection. Trata-se de 
um conjunto de classes open source desenvolvidas 
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utilizando a linguagem de programação Java. 
O filtro digital passa-faixa utilizado nesse tra-
balho de investigação é baseado na Application 
Programming Interface (API) presente no com-
ponente Java (DSP) collection.

2.2.1.2 Módulo de processamento do 
sinal

O módulo de processamento do sinal já inclui o 
pré-processamento aplicado ao sinal adquirido, 
que passa pela filtragem da faixa de interesse. 
Essa etapa consiste no processo de extração de 
características, treinamento e classificação dos 

dados. Após a recepção dos dados, calcula-se a 
FFT a partir dos dados de entrada. Para o cálculo 
da FFT, foi utilizada a biblioteca The Apache 
Commons Mathematics Library. O sistema de 
controle, baseado em informações de amplitude 
e frequência dos sinais EEG, calcula os atributos 
que contém os padrões de entrada para o Vetor 
de Características (VC), esquema ilustrado na 
Figura 3. O vetor de características é composto 
por cinco atributos, que contém o padrão a 
ser analisado pelo processo de treinamento e 
classificação do modelo. Os atributos utilizados 
nesse trabalho de investigação seguem o modelo 
definido por George e Azevedo (2007).

Figura 3: Esquema: aquisição do sinal

Fonte: Dos autores (2019)

Esses atributos são definidos como:

■■ Média aritmética (MA): representa o valor 
médio do sinal. O atributo é calculado pela 
Equação 1.

Onde:

s é o valor do sinal da FFT ;

N o tamanho do vetor de características (S).

■■ Energia (E): representa a área sob a curva 
descrita pela função do sinal elevada ao 
quadrado, calculado pela Equação 2.

■■ Máximo valor da FFT (MVF): representa 
o ponto onde ocorre o máximo valor da 
curva da FFT, calculado pela Equação 3.
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■■ Mínimo valor da FFT (FM): representa o 
ponto onde ocorre o valor mínimo da FFT, 
calculado pela Equação 4.

■■ Frequência dominante (FD): representa 
a frequência que possui maior amplitude 
é a coordenada X do ponto onde ocorre o 
máximo valor da curva da FFT. A Figura 
4 ilustra a frequência principal: 8 Hz.

Figura 4: Frequência dominante

Fonte: Adaptado de George e Azevedo (2007)

O processo de classificação é realizado em duas 
etapas: treinamento (etapa de aprendizado) 
e classificação dos dados (testes). Na etapa 
de treinamento, o modelo do classificador é 

construído descrevendo um conjunto pré-de-
terminado de classes. A Figura 5 apresenta o 
esquema de comportamento do processo de 
classificação.

Figura 5: Figura 5: Esquema: treinamento e classificação

Fonte: Dos autores (2019)
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A RNA utilizada é composta por 3 cama-
das (entrada, oculta e saída). O número de 
neurônios da camada de entrada da RNA é 
determinado pela dimensionalidade do vetor 
de características, sendo cinco. A quantidade 
de neurônios na camada de saída da rede foi 
definida como quatro neurônios, visto que o 
objetivo da rede é descriminar entre quatro 
estados mentais, produzindo quatro respostas 
por parte da RNA, sendo: F (frente), P (parar), 
E (esquerda) e D (direita). Já para a definição 
do número de neurônios da camada oculta da 
RNA, utilizaremos a metodologia definida por 
Han e Kamber (2006), Equação 5, sendo esta 
a opção padrão do modelo. O modelo permite 
a parametrização da quantidade do número de 
neurônios da camada oculta da RNA.

Onde:

Nin é o número de neurônios da camada de 
entrada; 

Nhidden representa o número de neurônios da 
camada oculta.

Dessa forma, o sistema de controle extrai os 
atributos do vetor de características (MA, E, 
MVF, FM e FD) para realizar o treinamento 
da RNA, ou seja, construir o modelo da RNA 
através do conjunto de dados de treinamento. 
Aos elementos de treinamento são associados 
rótulos de classes às quais cada um pertence 
(E, D, F e P). Esta etapa é conhecida como 
aprendizagem supervisionada, pois o rótulo 
da classe de cada elemento de treinamento é 
fornecido ao classificador.

No modelo, a RNA será treinada, através de 
exemplos, para classificar uma determinada 
imaginação de movimento. A saída dessa RNA 
indicará o comando de movimentação da CRI 
(Tabela 1).

Tabela 1: Comando de movimentação da CRI

Saída da RNA Imaginação do movimento Direção (CRI)

E Punho esquerdo Esquerda

D Punho direito Direita

F Ambos os punhos Frente

P Ambos os pés Parar

Fonte: Dos autores (2019)

Os sinais dos registros EEG utilizados para 
formatação dos elementos de treinamento 
foram adquiridos através do banco de dados 
eegmmidb - EEG Motor Movement/Imagery 
Dataset, capturado utilizando o sistema 
BCI2000 (SCHALK et al., 2004), disponível 
através do PhysioBank (GOLDBERGER et 
al., 2000). Este banco de dados é composto por 

mais de 1500 registros de um e dois minutos 
de sinais EEG obtidos a partir de 109 volun-
tários, sendo quarenta e três pessoas do sexo 
masculino e sessenta pessoas do sexo feminino, 
com idade entre 19 e 67 anos de idade. Dados 
de seis indivíduos não foram disponibilizados 
para determinação do sexo. Os indivíduos não 
tinham distúrbios neurológicos e não foram 
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treinados anteriormente para a utilização da 
interface cérebro-computador. A população 
de voluntários foi extraída dos funcionários do 
Departamento de Saúde do Estado de Nova 
York. Os indivíduos tinham concluído o ensino 
médio e a maioria tinha completado quatro 
anos de ensino superior.

2.2.1.3 Módulo de acionamento do 
dispositivo

A primeira etapa do processo de adaptação 
da cadeira de rodas foi o desenvolvimento do 
módulo de acionamento do dispositivo. Por se 
tratar de um equipamento comercial, não foi 
possível compreender o módulo de potência 
para acionamento, uma vez que o fabricante não 
fornece esse tipo de informação. Sendo assim, 

para desenvolver o circuito que simula o joys-
tick original da cadeira de rodas foi necessário 
entender quais os valores de tensão específicos, 
responsáveis por realizar os movimentos na 
cadeira de rodas através do joystick.

O joystick da cadeira de rodas (Freedom Carbon) 
envia sinais para um circuito embarcado que, de 
acordo com o movimento executado na alavanca 
do dispositivo, dois sinais de tensão são enviados 
ao circuito do microcontrolador, que, por sua 
vez, interpreta e envia outros sinais ao sistema 
de motorização da cadeira de rodas para realizar 
os movimentos desejados. A Figura 6 ilustra 
o circuito do microcontrolador, destacando-se 
o Programmable Interface Controller (PIC) e 
barramento, de onde são enviados os sinais do 
joystick diretamente ao circuito.

Figura 6: Circuito do joystick visto de cima

Fonte: Freedom (2012)

Sendo assim, desenvolvemos um circuito que 
realiza a mesma função do joystick, enviando 
tensões analógicas ao circuito do microcontro-
lador para controlar os movimentos da cadeira 

de rodas. Em resumo, o circuito simula em sua 
saída os mesmos sinais analógicos do joystick 
original da cadeira de rodas, consistindo em 
uma adaptação do circuito já existente.
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Pode-se observar, na Figura 7, um esquema com 
os fios de ligação no circuito do microcontro-
lador, destacando os barramentos provenientes 

do conector canon (A) e do joystick (B) e seus 
respectivos valores de tensão, medidos por um 
multímetro digital.

Figura 7: Esquema de ligação entre o joystick e o circuito do microcontrolador

Fonte: Dos autores (2019)

O fio azul proveniente do joystick (B) controla 
as ações de movimentos: frente ou ré; enquanto 
o fio amarelo controla as ações de movimen-
tos: esquerda ou direita. Para cada movimento, 
foram realizadas medidas nas tensões de cada 
fio com o auxílio de um multímetro digital. 

A Tabela 2 apresenta os respectivos valores 
de tensão dos fios do barramento controlado 
pelo joystick. Assim, entende-se de que forma 
esses valores alteram o movimento da cadeira 
de rodas.

Tabela 2: Tensão dos fios do barramento controlado pelo joystick e os movimentos

Parado Direita Esquerda Frente Ré

Fio Azul 2,5V 2,5V 2,5V 3,5V 1,5V

Fio Amarelo 2,5V 1,5V 3,5V 2,5V 2,5V

Fonte: Dos autores (2019)

Nota-se que é possível controlar os movimentos 
da cadeira de rodas, variando os valores de tensão 
aplicados nos fios azul e amarelo localizados 

no barramento proveniente do joystick (Figura 
9). Dessa forma, com a implementação de um 
circuito capaz de enviar sinais analógicos para 
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esses pinos, pode-se movimentar a cadeira de 
rodas. O circuito que simula as ações do joys-
tick original deve ser projetado respeitando-se 
os limites operacionais das tensões a serem 
enviadas ao circuito do microcontrolador da 
cadeira de rodas, evitando, assim, que ocorra 
o impedimento de movimento por conta de 
uma tensão enviada fora da faixa de operação.

2.3 Avaliação e resultados 
experimentais
Nesta seção, será apresentado o experimento 
computacional realizado para avaliar o com-
portamento da interface cérebro-computador, 
relacionado ao desempenho da RNA, interface 
de acionamento e integração dos módulos e 
componentes do sistema. A arquitetura do sis-
tema utiliza a técnica de Validação Cruzada 
(10-fold cross-validation) para a validação da 
RNA do tipo Multi Layer Perceptron (MLP), 
com o algoritmo de retropropagação do erro 
(backpropagation).

Os sinais dos registros bEEG utilizados para 
validar a interface cérebro-computador foram 
adquiridos através do banco de dados eegmmi-
db - EEG Motor Movement/Imagery Dataset, 
capturado utilizando o sistema BCI2000 
(SCHALK et al., 2004), disponível através do 
PhysioBank (GOLDBERGER et al., 2000). 
Este banco de dados é composto por mais de 
1500 registros de sinais EEG, obtidos a partir 
de 109 voluntários. Os registros de 106 volun-
tários foram utilizados nos testes. Dados de 3 
voluntários apresentaram problemas na etapa 
de aquisição, motivo pelo qual tais registros não 
foram considerados. Neste trabalho de inves-
tigação, foram utilizados apenas os eletrodos 
posicionados na região do córtex pré-frontal 
(Fp1), ilustrados na Figura 8.

O computador utilizado foi um DELL mode-
lo Latitude E6430, com processador Intel R 
CORE TM i7-3540M - 3.00GHz 2 núcleos e 
4 threads, placa de vídeo NVidia R NVS TM 
5200M - 1GB, 64bit - memória RAM com 
capacidade para 8GB e sistema operacional 
Linux Ubuntu 14.04.2 LTS.

Figura 8: Localização do eletrodo (Fp1) utilizado na pesquisa

Fonte: Adaptado de Goldberger et al. (2000)
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A coleta dos registros foi realizada com a uti-
lização de um filtro digital passa-faixa, cujas 
frequências variam em uma faixa de 0.5 a 42.0 
Hz e frequência de amostragem de 160.0 Hz. A 
RNA foi configura com 5 neurônios na camada 
de entrada, 11 neurônios na camada oculta e 4 
neurônios na camada de saída. Foram simuladas 
combinações do parâmetro taxa de aprendiza-
gem (0.01, 0.1, 0.5, 0.9) e da constante de mo-
mentum (0.0, 0.1, 0.5, 0.9) para observar o efeito 
da convergência da RNA. Cada combinação 
foi treinada até 1000 épocas. Para avaliação da 
RNA, foram selecionadas 28.614 instâncias dos 
dados originados do eletrodo Fp1. A Figura 9 
apresenta as melhores curvas de aprendizagem 
para cada combinação taxa de aprendizagem 

x constante de momentum, para determinar a 
melhor curva de aprendizagem global.

Observa-se, a partir da Figura 9, que o melhor 
parâmetro da taxa de aprendizado foi ƞ = 0.1 e 
a constante de momentum foi α = 0.1. Nesse 
contexto, o fato de o erro médio quadrado da 
curva não variar muito, sugere que os parâmetros 
são os mais adequados para esse problema. 
Nesse contexto, a RNA final foi avaliada para 
determinar a sua precisão e capacidade de gene-
ralização. Os parâmetros da taxa de aprendizado 
= 0.1, constante de momentum 0.1 e número 
de épocas = 1000, foram definidos para esse 
experimento. O mesmo conjunto de dados com 
28.614 instâncias usados anteriormente foram 
utilizados novamente.

Figura 9: Melhores curvas de aprendizagem selecionadas (eletrodo Fp1)

Fonte: Dos autores (2019)

movimento do punho esquerdo) obteve 3571 
instâncias classificadas corretamente, contra 
3647 instâncias classificadas incorretamente. A 
classe D (imaginação de movimento do punho 
direito) obteve 1264 instâncias classificadas 
corretamente, contra 5822 instâncias classifica-
das incorretamente. A classe F (imaginação de 
movimento de ambos os punhos) obteve 7149 

Findo o experimento, a RNA demonstrou 
uma precisão média de 50,40% e um percen-
tual de instâncias classificadas corretamente 
igual a 50,77%. O número de instâncias clas-
sificadas corretamente foi de 14527, contra 
14087 instâncias classificadas incorretamente. 
Ao analisarmos a matriz de confusão (Tabela 
3), observa-se, que a classe E (imaginação de 
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instâncias classificadas corretamente, contra 
15 instâncias classificadas incorretamente. Já à 
classe P (imaginação de movimento de ambos 

os pés) obteve 2543 instâncias classificadas cor-
retamente, contra 4603 instâncias classificadas 
incorretamente.

Figura 10: Matriz de confusão da classificação dados (eletrodo Fp1).

Dados da amostragem

Classes E D F P

E 3571 1281 20 2346

D 3448 1264 30 2344

F 3 2 7149 10

P 3235 1342 26 2543

Fonte: Dos autores (2019)

O método apresentou uma precisão de 98,9% 
para a classe F (Tabela 3), ou seja, a RNA de-
mostrou boa capacidade de classificação correta 
para o estado mental relacionado à imaginação 
de movimento de ambos os punhos, seguida 
das classes P (35,1%), E (34,8%) e D (32,5%). 
Consequentemente, a classe D apresentou alta 
taxa de confusão, em que 3448 instâncias foram 
consideradas como E, 2344 instâncias foram 

consideradas como P e 30 instâncias foram 
consideradas como F.

A Figura 10 ilustra como poderia ser possível 
acionar a CRI a partir de 4 estados mentais: 
imaginação de movimento do punho esquerdo, 
direito, ambos os punhos e ambos os pés para 
acionar uma CRI nas direções: esquerda, direita, 
frente e parar.

Figura 11: Esquema para acionar CRI a partir de 4 estados mentais

Fonte: Dos autores (2019)
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A Figura 11 ilustra o ambiente do experimento 
preparado para validação da integração da in-
terface cérebro-computador com a CRI. Nesse 
experimento, a integração entre os módulos do 
sistema foi testada. Dados dos sinais EEG de 
5 indivíduos (055, 069, 081, 095 e 102) foram 
selecionados de maneira aleatória. O método 
de teste envolveu os seguintes procedimentos: 

■■ filtrar os dados relacionados à imaginação 
de movimentos do punho esquerdo, amos-
trados em uma taxa de 160 Hz (apenas 1 
segundo de coleta); 

■■ aplicar a FFT sobre os dados;

■■ criar o vetor de características;

■■ classificar os dados através do resultado da 
saída da RNA.

■■ acionar a CRI com o valor de saída da RNA.

O framework JUnit e a IDE (Integrated 
Development Environment) Eclipse foram 
utilizados para a criação e execução da suíte 
de teste. A Figura 12 ilustra o resultado da 
execução do caso de teste “validar integração do 
sistema”. O método testado apresentou sucesso. 
Assim, conclui-se que os métodos apresentaram 
sucesso, ou seja, a partir dos testes, não foram 
encontradas falhas provenientes da integração 
interna dos componentes do sistema.

Figura 12: Abordagem para executar e avaliar o teste de integração

Fonte: Dos autores (2019)

Figura 13: Resultado do teste de integração do sistema

Fonte: Dos autores (2019)
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Após a conclusão dos experimentos, de acordo 
com os resultados, observa-se que a RNA apre-
sentou precisão média de 50,40% para dados do 
eletrodo Fp1 no processo de reconhecimento 
de padrões a partir dos sinais EEG imaginados 
do punho direito, punho esquerdo, ambos os 
punhos e ambos os pés. Foi possível observar, 
ainda, que, a RNA demostrou boa capacidade 
de classificação correta para o estado mental 
relacionado à imaginação de movimento de 

ambos os punhos. Apresentando 98,9% de 
precisão para o eletrodo Fp1. Os dados rela-
cionados à imaginação de movimento do punho 
direito apresentaram pior desempenho: 32,5% 
de precisão. Observa-se, a partir dos resultados, 
que é possível reconhecer padrões nos sinais 
EEG originados no córtex pré-frontal. Esse 
fato sugere a possibilidade de pessoas com 
mobilidade reduzida, através da imaginação 
de movimentos, poder acionar uma CRI.

3 CONCLUSÃO

A interface cérebro-computador proposta nesta 
pesquisa, através dos experimentos realizados, 
mostrou ser possível identificar nos sinais EEG 
a partir do eletrodo Fp1 localizado na região do 
córtex pré-frontal, características que expressem 
a intenção de quatro movimentos para acionar 
uma CRI.

A capacidade do sistema proposto em discernir 
entre quatro intenções de movimentos foi ava-
liada nos experimentos, conforme detalhado na 
Seção 2.3. A RNA apresentou precisão média de 
50,40% para dados do eletrodo Fp1 e demostrou 
boa capacidade de classificação correta para o 
estado mental relacionado à imaginação de 
movimento de ambos os punhos, com 98,9% de 
precisão. Os dados relacionados à imaginação 
de movimento do punho direito apresentou 
pior desempenho: 32,5% de precisão. Dessa 
forma, a interface cérebro-computador baseado 
nos resultados mostrou-se útil para reconhecer 
padrões a partir de sinais EEG e acionar uma 
cadeira de rodas. Para a navegação da cadeira de 
rodas, grande autonomia é atribuída a CRI, cujo 
sistema integrado, equipado com vários senso-
res, é capaz de executar uma navegação segura 

em um ambiente semiestruturado. As técnicas 
desenvolvidas nesta pesquisa são promissoras, 
visto que o sistema destina-se a contribuir como 
completo na ampliação da mobilidade de pes-
soas com graves comprometimentos motores. 
Uma fase experimental mais longa com pessoas 
deficientes faz-se necessária, com o objetivo de 
uma avaliação mais completa.

Como proposta de atividade futura desta pes-
quisa, uma questão importante a ser tratada é 
o desenvolvimento do sistema de navegação 
e controle da CRI em ambientes indoor. A 
abordagem adotada para a implementação do 
sistema de navegação será baseada em Souza 
et al. (2015), adaptando-a às necessidades do 
projeto de pesquisa envolvendo a cadeira de 
rodas inteligente. Outra proposta de atividade 
futura seria a realização de testes em pessoas 
com graves deficiências motoras para melhorar 
a confiabilidade dos resultados. Dessa forma, 
mais experimentos com pessoas deficientes será 
de grande valor na continuidade do desenvol-
vimento da interface cérebro-computador e na 
ampliação da base de dados para treinamento 
do classificador.


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COMPUTATIONAL MODEL 
BASED ON BRAIN-

COMPUTER INTERFACE 
FOR CLASSIFICATION OF 

EEG SIGNS

ABSTRACT
Currently, there is an increase in the number of people 
diagnosed with some form of physical disability. These 
people have reduced mobility. However, people diagno-
sed with such clinical conditions - such as amyotrophic 
lateral sclerosis, spinal cord injury or stroke, for example 
- have compromised neuromuscular pathways. For this 
reason, they have difficulty coordinating movements 
and efforts and thus moving around. One alternative 
to circumventing this problem is the development of 
replacement technologies, a part of the lost functions of 
people with severe motor disabilities. Brain-computer 
interfaces emerge as a practical and feasible solution to 
help individuals with severe motor and neurological 
impairment in their normal activities of daily living. 
However, most of these interfaces are built in isolation, 
having their own structures, negatively impacting 
the reusability, integration and extension of these 
interfaces. The objective of this essay then was to de-
velop a computational model based on brain-computer 
interface that allows the study and development of new 
technologies from electroencephalogram signals to help 
individuals with reduced mobility. For example, an 
intelligent wheelchair could be built for the necessary 
activities of their daily lives. Empirically, tests were 
done with good results. Thus, a sample of electroence-
phalogram signals from 106 individuals were used 
for empirical validation of the computational model 
and confirmation of the initial hypothesis. The positive 
results achieved in this investigation showed that the 
proposed architecture is viable and reusable for the 
development of brain-computer interfaces.

***
Keywords: Brain-
Computer Interface. 
Intelligent wheelchair. 
Electroencephalography.

***
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